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Аннотация
Предмет исследования. Исследован метод предсказания различных свойств химических реакций: тип реакции, 
подходящие группы растворителей, катализаторов для проведения реакции. В качестве представления реакций 
рассчитаны разницы молекулярных отпечатков пальцев между продуктами и реагентами с использованием 
химической библиотеки RdKit. Молекулярные отпечатки пальцев широко используются для предсказания 
различных свойств молекул. Знание условий проведения реакции необходимо для успешного планирования 
ретросинтеза. Методы хемоинформатики могут эффективно находить взаимосвязь между реагентами реакции 
и необходимыми условиями для проведения реакции. При этом уменьшаются затраты времени и ресурсов 
на определение набора необходимых условий для проведения реакции. Прогноз групп растворителей может 
значительно улучшить качество моделей и применимость подходов. Метод. В качестве моделей машинного 
обучения применены LightGBM и нейронная сеть с механизмом выбора признаков Deep Feature Selection. 
Результаты оценивались с помощью метрики F1. Для обучения и оценки моделей данные были разбиты на 
химически непохожие части. Для перебора параметров использовалась байесовская оптимизация. Основные 
результаты. Выполнены эксперименты по предсказанию типа реакции, катализаторов и групп растворителей 
для проведения реакции. Полученные результаты показали, что на основе разницы молекулярных отпечатков 
между реагентами и продуктами модели машинного обучения можно предсказывать в среднем с мерой метрики 
F1: тип реакции MLP = 0,99, катализатор MLP = 0,7 и группу растворителей MLP = 0,68. Работа охватывает 
значительное количество катализаторов и растворителей. Практическая значимость. Автоматизированное 
планирование ретросинтеза является одним из актуальных направлений исследований. В ходе планирования 
составляется последовательность необходимых реакций. Предлагаемый метод может быть применен для выра-
ботки рекомендаций возможных групп катализаторов и растворителей и позволяет уменьшить затраты ресурсов 
и времени на определение необходимых условий реакции. 
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Abstract
Subject of Research. The paper presents a study of prediction method for various properties of reactions, such as 
the type of reaction, suitable groups of solvents, catalysts for the reaction. Molecular fingerprint differences between 
products and reagents were calculated using the RdKit chemical library as a representation of the reactions. Molecular 
fingerprints are widely used to predict various properties of molecules. Knowledge of the reaction conditions is 
essential for successful planning of retrosynthesis. Chemical informatics methods can effectively find the relationship 
between reaction reagents and the necessary conditions for the reaction. At this, the costs of time and resources spent 
on the determination of the necessary set of conditions for the reaction are reduced. Prediction of solvent groups can 
significantly improve the quality of models and the applicability of approaches. Method. LightGBM and a neural 
network with Deep Feature Selection were taken as machine learning models. The results were evaluated with the F1-
metric. For the models training and evaluation, the data was broken down into chemically dissimilar parts. Bayesian 
optimization was used to optimize the searching of parameters. Main Results. Experiments were carried out to predict 
the reaction type, catalysts and solvent groups for the reaction. The obtained results show that the MLP type of reaction 
can be predicted equal to 0.99, a MLP catalyst equal to 0.7, and MLP group of solvents equal to 0.68 with F1-metric 
based on the difference in molecular fingerprints between reagents and products of machine learning models. Significant 
quantity of catalysts and solvents are considered in the paper. Practical Relevance. Automated planning of retrosynthesis 
is one of the topical areas of research. During planning, a sequence of necessary reactions is drawn up. The considered 
method can be used for recommendation system development that can suggest a possible group of catalysts and solvents 
to a chemical specialist, and, thus, reduce the cost of resources and time to determine the necessary reaction conditions.
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Введение

Подавляющее большинство химических реакций 
проводится в растворах. Физико-химические свойства 
растворителя играют решающую роль в получении 
больших выходов продуктов реакций [1]. За последнее 
время получены новые результаты в сложной обла-
сти генерации новых соединений нейронными сетями. 
Задача синтеза данных соединений сложна, и имеется 
ряд работ в этой области, но работ по предсказанию 
необходимых условий для проведения реакций синтеза 
мало. Автоматизированное управление и моделиро-
вание химических процессов является значительно 
более сложной задачей, чем прогнозирование харак-
теристик и свойств отдельных молекул. Это связано 
с тем, что в реакциях участвуют несколько веществ и 
динамическое разрывание или образование связей, не 
говоря уже о переходных состояниях, характеризую-
щихся частично разорванными или сформированными 
связями, которые не вписываются в основанную пара-
дигму молекулярного представления «атом = верши-
на/связь = ребро» в хемоинформатике. Предсказание 
 условий реакции необходимо для успешного плани-
рования ретросинтеза. На данный момент нет работ, в 
которых были бы предсказаны группы катализаторов. 
Понимание того, какая комбинация катализатора, как 
металла, так и лиганда, основания и растворителя мо-
жет дать самые высокие выходы, является решающей 
частью для оптимизации условий реакции. Качество 
моделей и применимость подходов можно улучшить, 
если прогнозировать группы катализаторов, так как 
прогно зирование определенных элементов является 
более сложной задаче, что сниает качество моделей. 
В данной работе рассматривается метод, который мо-
жет быть:  использован для выработки рекомендаций 
специалистам по выбору возможных растворителей и 
катализаторов; позволит определить тип исследуемой 
реакции и в результате этого уменьшить затраты ресур-
сов и времени специалиста.  Метод также может быть 
использован для автоматизированного планирования 
реакций синтеза.

Обзор ранних работ

Реакции перекрестного сочетания относятся к чис-
лу наиболее эффективных и продуктивных способов 
создания C–C и C–N связей. С 1970-х годов методы 
синтеза претерпели эволюцию и стали обычными син-
тетическими методами, применяемыми в лабораториях 
органической химии во всем мире. В 2010 году Р.Ф. 
Хек, Э. Негиси и А. Сузуки получили Нобелевскую 
премию по химии за выдающийся результат в реакциях 
перекрестного связывания, катализируемых палладием 
(Pd) [2].

Согласно исследованию, проведенному Roughley и 
Jordan [3], фармацевтическими компаниями Pfizer, Astra 
Zeneca и GSK по направлению медицинской химии, 
катализированное палладием образование связей C–C 
широко используется в малых молекулах на основной 
стадии оптимизации, составляя примерно две трети 
всех связей C–C.

Таким образом, реакция перекрестного сочетания 
Сузуки является единственной самой многочисленной 
реакцией в группе, образующей связь C–C, на кото-
рую приходится 40 % всех таких реакций, тогда как 
второй по величине в этой категории является реак-
ция Соногаширы, на которую приходится 18 % среди 
синтеза C–С связей, в то время как на классические 
непалладиевые методы, такие как реакции Гриньяра и 
Виттига, приходится только по 5 % на каждый.

Как правило, все эти реакции нуждаются в катали-
заторе на основе переходного металла для получения 
полезных продуктов. Хотя различные металлы в прин-
ципе способны катализировать разные стадии этих 
реакций, нет никаких сомнений в том, что катализаторы 
на основе Pd используются в подавляющем большин-
стве реакций [4]. 

Впервые описанный в начале 1970-х годов мощный 
катализатор реакции Хека — простой Pd теперь разде-
ляет спектр катализаторов на основе Pd с несчетным 
числом комплексов металлов благодаря разнообразию 
органических лигандов [5, 6]. Вторым распространен-
ным металлом, используемым в перекрестном соеди-
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нении, является медь, но она значительно уступает 
палладию. Тем не менее медь может быть использована 
для получения более селективных результатов в особых 
случаях [7].

Подавляющее большинство химических реак-
ций должно проводиться в растворителях. Физико-
химические свойства растворителя играют решающую 
роль в получении больших выходов реакций. Реакции 
перекрестного сочетания также требуют рациональ-
ного выбора растворителя [8, 9]. Другая важная де-
таль протоколов реакции перекрестного сочетания – 
использование основных агентов для нейтрализации 
кислоты, образующейся в качестве побочного про-
дукта [10]. В конечном счете понимание того, какая 
комбинация катализатора, как металла, так и лиганда, 
основания и растворителя может дать самые высо-
кие выходы,  является решающей частью для оптими-
зации условий реакции. Химики часто затрудняются 
выбрать  правильные условия для проведения реакции 
перекрестного связывания, и помощь компьютера мо-
жет быть очень полезной в этих ситуациях. Данные 
о возможных реакциях собираются в больших базах 
данных, таких как USPTO и Reaxys, в том числе и для 
реакций перекрестного сочетания [11]. В данной рабо-
те  выполнен анализ объема реакции из базы данных 
Reaxys для трех наиболее значимых примеров связей 
перекрестного сочетания: реакция Сузуки, сочетание 
Соногаширы и аминирование Бухвальда–Хартвига, 
найдено применение методов машинного обучения 
для прогнозирования типа металла катализатора и рас-
творителя.

Несмотря на то, что реакция Хека не очень попу-
лярна в синтезе малых молекул, она имеет множество 
примеров в Reaxys и, учитывая огромное влияние этой 
реакции в области органической химии, авторы также 
включили ее в настоящую работу [2].

Последние достижения в области машинного об-
учения и глубокого машинного обучения позволили 
обрабатывать такие сложные данные, как изображения, 
тексты и звуки [12–15]. Реакции также являются слож-
ными данными, для которых, в свою очередь, суще-
ствуют базы данных и исследования с использованием 
машинного обучения и методов глубокого обучения 
[16]. Самыми известными базами данных реакций явля-
ются Reaxys и USPTO [11, 17]. В последнее время были 
достигнуты значительные успехи как в планировании, 
так и в оценке осуществимости реакции [18].

В ряде исследований нейронные сети продемон-
стрировали способность обрабатывать такие сложные 
данные, как реакции. Проблема предсказания химиче-
ских свойств реакций достаточно изучена для конкрет-
ных случаев. Markou и другие разработали экспертную 
систему для предсказания катализатора и растворителя, 
используемых для реакции Михаэля, обученных по 198 
известным реакциям [1]. Авторы построили модели для 
бинарной классификации для каждого растворителя и 
катализатора, включая процессы Михаэля в качестве 
контрпримеров. Однако при проверке на данных, ко-
торые не использовались при обучении, лишь 8 из 52 
примеров были правильно классифицированы как для 
катализаторов, так и для растворителей.

Известны исследования с использованием данных, 
полученных в ходе экспериментов с высокой пропуск-
ной способностью. Derek T. Ahneman, Jesuʹs G. Estrada 
и др. использовали подходы машинного обучения для 
предсказания эффективности кросс-сочетания C–N 
для определенного типа реакций [19]. Они проде-
монстрировали, что модель случайного леса, обучен-
ная на многомерных химических данных, способна 
 предсказать эффективность реакции аминирования 
Бухвальда–Хартвига, произведенную в присутствии 
потенциально ингибирующих добавок, и вывести 
 основную  реактивность [20, 21]. Авторы проверили ряд 
методов машинного обучения, используя 70 % данных 
в  качестве обучающего набора и 30 % данных — тесто-
вого набора. Точность модели случайного леса соста-
вила 0,92 с точки зрения коэффициента детерминации 
R2 [22].

В работе [23] авторы использовали методы машин-
ного обучения для предсказания катализаторов с вы-
сокой селективностью. В этой работе была решена 
проблема предсказания высокоселективных катали-
заторов, чтобы помочь химикам выбирать хиральные 
катализаторы, используя математические методы вме-
сто эмпирических. Авторы использовали реакции с 
энантиомерным избытком менее 80 % для обучения 
модели и более 80 % для проверки, что делает их метод 
менее общим.

Hanyu Gao, Thomas J. Struble и др. разработали мо-
дель нейронной сети для предсказания химическо-
го контекста реакции [24]. Модель с использованием 
иерархического дизайна и молекулярных отпечатков 
пальцев Моргана предсказывает катализаторы, рас-
творители и температуру [25]. Благодаря обучению 
с использованием около 10 млн реакций от Reaxys, 
нейронная сеть охватывает обширное пространство 
химических реакций. Этот подход намного быстрее, 
чем поиск ближайшего соседа с точки зрения расчета 
условий реакции. Подход имеет сложный пошаговый 
алгоритм для предсказания химического контекста. 
Модель была в состоянии предсказать правильный 
химический контекст с точностью 69,6 % для метрики 
top-10, используя 1 млн реакций.

Традиционно ретросинтез является основным спо-
собом планирования синтеза органических молекул 
[26]. Segler и другие смогли добиться прогресса в ре-
шении этой проблемы [27]. Они предложили алгоритм 
3N-MCTS, который представляет собой комбинацию 
нейронной сети и алгоритма MCTS и предсказывает 
последовательность этапов ретросинтеза [28]. Чтобы 
проверить свой алгоритм, авторы взяли данные из хи-
мической базы Reaxys, используя в качестве обучаемых 
данных реакции, опубликованные до 2015 года, и в ка-
честве проверочных данных реакции, опубликованные 
в 2015 году и позднее.

Алгоритм 3N-MCTS способен найти решение для 
95 % реакций из проверочных данных, тратя 13 с на 
каждую молекулу. Авторы этого алгоритма также про-
вели двойное слепое A/B тестирование, в ходе которого 
химики предпочли результаты алгоритма 3N-MCTS по 
сравнению с традиционными подходами. Планирование 
синтеза природных продуктов до сих пор остается не-
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решенной проблемой. Этот алгоритм не учитывает 
прогнозирование необходимых условий реакции.

В работе [16] авторы разработали модель Molecular 
Transformer, используя комбинацию многоголовых ме-
ханизмов внимания из более ранней работы [29] и по-
зиционных слоев прямого распространения. Модель 
Molecular Transformer достигает 90,4 % top1 точности 
на данных USPTO_MIT [17] для задачи предсказания 
продукта при заданных реагентах и продуктах. Их 
алгоритм не требует обработки функций вручную и 
точно предсказывает тонкие химические преобразова-
ния, используя молекулярное строковое представление 
SMILES [30]. Модель способна оценить собственную 
неопределенность с точностью 89 % и обрабатывать 
входящие реакции без разделения на реагенты и ре-
актанты.

Технология

В настоящей работе использованы данные из хими-
ческой базы данных Reaxys для четырех типов реакций: 
аминирование Бухвальда–Хартвига, Хека, Соногашира, 
Сузуки [11, 21, 31–33]. Из этих реакций были исклю-
чены многостадийные реакции и реакции, которые 
описаны не полностью. Общее количество реакций со-
ставило 152 625. Каждая реакция представлена в виде 
строки обозначений SMIRKS, которая является ограни-
ченной версией представления реакции SMARTS, учи-
тывающая изменения в структуре связи атома [34, 35]. 
Нотация SMIRKS предназначена для общего пред-
ставления реакции: для выражения графа реакции и 
описания косвенных эффектов преобразования.

Для задачи предсказания типа названной реакции 
применены уникальные по представлениям SMIRKS-
реакции и получено всего 81 790 реакций. Это обычная 
задача классификации с учителем. Из 81 790 реакций 
только 72 770 были обработаны с помощью химиче-
ской библиотеки RDKit без ошибок. Баланс данных 
показан в табл. 1. Полученные данные разбиты для 
предсказания именованной реакции на тестовый набор 
размером 10 % и набор для обучения – 90 %, исполь-
зуя стратифицированное разбиение, реализованное в 
библиотеке scikit-learn [36]. Чтобы разделить на наи-
более химически разнородные части, было рассчитано 
Murcko  scaffolds для каждой реакции по наибольшему 
продукту и разбиты данные для обучения на пять ча-
стей так,  чтобы одни и те же scaffold были только в 
одной части [37].

Для задачи предсказания подходящих катализаторов 
и растворителей для всех записей с одинаковыми пред-
ставлениями SMIRKS объединены данные о катализа-
торах/растворителях. Также, как и для предыдущего 
задания, из 81 790 реакций только 72 770 были обра-
ботаны RDKit без ошибок. Баланс классов приведен 
в табл. 1–3. Данные разбиты для предсказания групп 
катализаторов/растворителей/оснований на тестовый 
набор размером 10 % и набор для обучения – 90 % с 
использованием итеративного стратифицированного 
разбиения, реализованного в scikit-multilearn [38–40]. 
Для оптимизации гиперпараметров дополнительно 
были разбиты данные для обучения на пять частей 

с помощью итеративного стратифицированного раз-
биения [38, 39].

Для предсказания условий реакций выполнено 
обуче ние многослойного персептрона (MLP) c выбо-
ром признаков Deep Feature Selection [41] и модели 
LightGBM на разнице между молекулярными отпечат-
ками [42]. Для построения многослойного персептрона 
использовалась программная библиотека PyTorch [43]. 
Чтобы вычислить разницу между отпечатками пальцев 
продуктов и реагентов, использована химическая биб-
лиотека RDKit [44]. Выполнено сравнение результатов 
обучения базовых моделей по разнице между morgan, 
topological torsion, atom pair fingerprints [45, 46] и моде-
ли по метрике F1 [47]. Оптимизация гиперпараметров 
для моделей проведена используя байесовскую оптими-
зацию, реализованную в библиотеке scikit-optimize [48].

Таблица 3. Баланс классов для задачи предсказания 
подходящего растворителя

Класс Количество реакций

PA 40 018
PP 31 309
NA 28 127
Acid 863
NoSol 28 127
IL 2234
B 41

В таблице использованы следующие обозначения растворите-
лей: PA — апротонный; PP — протонный; NA — неполярный 
апротонный растворитель; Acid — кислотный; NoSol — без 
растворителя; IL — ионический жидкий; B — основной

Таблица 1. Баланс классов для задачи предсказания типа 
реакции

Класс Количество реакций

Бухвальд–Хартвиг 5640
Хек 13 789
Соногашира 16 950
Сузуки 36 391

Таблица 2. Баланс классов для задачи предсказания 
подходящего катализатора

Класс Количество реакций

Pd 70 086
Cu 16 717
Ni 1911
Ag 1829
Rh 385
Ru 298
Co 261
Ir 129
Другие 1291
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Обсуждение результатов

Для оценки результатов использовалась метрика 
F1 без учета количества образцов в каждом классе. 
Результаты предсказания типа реакции представлены 
в табл. 4.

Модель многослойного персептрона способна ре-
шать задачу предсказания типа реакции с практиче-
ски 100 % точностью и полнотой. Результаты пред-
сказания катализатора для реакции представлены в 
табл. 5. Задача предсказания катализатора на основе 
разницы молекулярных отпечатков оказалась более 
сложной для моделей машинного обучения. Как видно 
из таблиц, модель градиентного бустинга LightGBM 

на некоторых классах оказалась лучше многослойного 
персептрона. Палладий является наиболее распростра-
ненным катализатором и хорошо представлен в данных, 
благодаря чему модели машинного обучения хорошо 
предсказывают использование данного катализатора. 
Меньше всего представлен среди данных иридий (Ir). 
Катализаторы, с которыми количество реакций меньше 
100, выделены в отдельный класс, обозначенный в таб-
лице как «другой», применимость таких катализаторов 
предсказывается хуже всего . 

Результаты предсказания растворителя для реакции 
представлены в табл. 6. Задача предсказания типа рас-
творителя оказалась наиболее сложной.

Таблица 5. Метрики предсказания типа катализатора для разных моделей

Модель Pd Cu Ag Rh Ru Ir Ni Co Другой Среднее

F1
LightGBM 0,99 0,94 0,81 0,56 0,68 0,55 0,61 0,33 0,33 0,64
MLP 0,99 0,93 0,78 0,69 0,71 0,55 0,61 0,55 0,48 0,70

Точность
LightGBM 0,99 0,94 0,98 0,89 0,94 0,67 0,81 0,67 0,75 0,85
MLP 0,99 0,93 0,96 0,99 0,94 0,67 0,74 0,85 0,68 0,86

Полнота
LightGBM 1,00 0,95 0,68 0,41 0,53 0,46 0,50 0,22 0,21 0,55
MLP 1,00 0,93 0,66 0,54 0,57 0,46 0,52 0,41 0,37 0,61

Таблица 4. Метрики предсказания типа реакции для разных моделей

Модель Бухвальд–Хартвиг Хек Соногашира Сузуки Среднее

F1
LightGBM 0,66 0,83 0,79 0,88 0,79
MLP 0,99 0,99 0,99 0,99 0,99

Точность
LightGBM 0,79 0,84 0,83 0,84 0,83
MLP 0,99 0,99 0,99 1,00 0,99

Полнота
LightGBM 0,57 0,82 0,76 0,92 0,77
MLP 0,98 0,99 1,00 1,00 0,99

Таблица 6. Метрики предсказания типа растворителя для разных моделей

Модель Acid B IL NA NoSol PA PP Среднее

F1
LightGBM 0,73 1,00 0,20 0,79 0,25 0,83 0,85 0,66
MLP 0,66 1,00 0,31 0,77 0,40 0,80 0,84 0,68

Точность
LightGBM 0,94 1,00 0,43 0,80 0,36 0,81 0,85 0,74
MLP 0,87 1,00 0,38 0,77 0,46 0,81 0,84 0,73

Полнота
LightGBM 0,59 1,00 0,13 0,79 0,19 0,85 0,86 0,63
MLP 0,53 1,00 0,26 0,77 0,35 0,80 0,85 0,65
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Заключение

Автоматическое планирование синтеза является 
одним из наиболее перспективных направлений ис-
следований в области органической химии. Модели 
машинного обучения научились придумывать молекулы 
веществ, которые могут стать потенциальными лекар-
ствами, но придумать многообещающее вещество не-

достаточно, нужно еще понять, как его синтезировать. 
Синтез нередко состоит из нескольких реакций. 

Рассмотренный в данной работе метод может быть 
применен: для автоматизированного планирования ре-
акций, при разработке рекомендаций по выбору под-
ходящего катализатора и растворителя. Определение 
типа реакции предложенным методом позволит снизить 
затраты времени и ресурсов.
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